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기반의 라디오맵 생성 네트워크에 관한 연구APCW 
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대한민국 부산, 

한국해양대학교 대학원

전기전자공학과 

초록

기반 실내 위치인식에서 대표적인 기법인 는 의 고유정보Wi-Fi Fingerprint AP

인 와 수신기에서 측정된 신호 세기인 Service Set IDentifier(SSID) Received 

로 구성된 을 기반으로 사용자의 위치를 Signal Strength Indication(RSSI) Radiomap

인식한다 최근 건물의 대형화로 인해 를 적용하는 . Location based Service(LBS)

공간이 확장됨에 따라 를 수집하는 범위도 넓어졌으며 이로 인해 사람이 RSSI , 

직접 측정하는 구축의 비용은 크게 증가하고 있다 또한 건물 구조가 Radiomap . 

다양해지기 때문에 기존의 전파모델 기반 생성 기법은 적용하기 어Radiomap 

렵다 따라서 본 논문에서는 의 구축비용을 줄이며 건물 구조로 인. Fingerprint 

한 왜란에 강건한 생성 네트워크를 위해 와  AP-Centered Window(APCW)

기반 Conditional Generative Adversarial Nets(CGAN) Radiomap Generation 

를 제안한다 제안하는 는 건물의 구조를 차원으로 나타낸 Network(RGN) . APCW 2

데이터로써 핵심적인 건물 구조인 벽의 종류를 분류하여 재질적 특성을 고려, 

하고 중심으로 를AP Region of Interest(ROI)  설정하여 생성에 왜란이 되는 데이

터를 제거한다 또한 은 를 로 사용하기 위해 을 기반으. RGN APCW Label CGAN

로 설계하고 에서 신호가 전파되는 범위를 특정할 수 Non-Line of Sight(NLOS)



없기 때문에 를 통해 생성 및 판별하는 네트워크로 구성Fully connected network

된다 이를 통해 제안하는 네트워크는 생성 시에 외란이 되는 신호의 음. Wi-Fi 

영지역 데이터를 억제하여 생성의 정확도를 높인다 그리고 네트워크Radiomap . 

는 입력하는 공간적 구조의 위치를 고정하며 을 통해 각 재질적 특AP CGAN

성까지 고려함으로써 건물의 일부영역이 변형되어도 의 재측정 없이 RSSI

을 구축할 수 있다 그래서 기반 의 고질적 문제인 구Radiomap . Fingerprint LBS

축비용을 줄일 수 있다 제안하는 네트워크의 타당성 및 우수성을 검증하기 위. 

해 실제 건물의 신호를 수집하여 을 만들었으며 한 층의 데이터Wi-Fi Radiomap

만을 학습하여 학습되지 않은 층의 을 예측하였다 생성 결Radiomap . Radiomap 

과의 평균 제곱 오차는 으로 가장 우수한 성능을 보였다4.01 dBm . 
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Abstract

Fingerprint, a representative technique in Wi-Fi-based indoor location recognition, 

recognizes the user's location based on a Radiomap composed of Service Set 

IDentifier (SSID), which is unique information of AP, and Received Signal Strength 

Indication (RSSI), which is signal strength measured by the receiver. do. As the 

space for applying Location Based Service (LBS) has expanded due to the recent 

enlargement of buildings, the range of collecting RSSI has also expanded, and for 

this reason, the cost of constructing a radiomap directly measured by humans is 

increasing significantly. In addition, since the structure of the building is diversified, 

it is difficult to apply the existing radiomap-based radiomap generation technique. 

Therefore, in this paper, we propose a Radiomap Generation Network (RGN) based 

on AP-Centered Window (APCW) and Conditional Generative Adversarial Nets 

(CGAN) for a generation network that reduces the construction cost of fingerprints 

and is robust against disturbances caused by building structures. The proposed 

APCW is data showing the structure of a building in two dimensions, and it is 

data that is disturbed by classifying the type of wall, which is a core building 



structure, considering the material characteristics, and setting the Region of Interest 

(ROI) around the AP. Remove. In addition, RGN is designed based on CGAN in 

order to use APCW as a label, and it is composed of a network that is created 

and determined through a fully connected network because the range of signal 

propagation in Non-Line of Sight (NLOS) cannot be specified. Through this, the 

proposed network increases the accuracy of radiomap generation by suppressing the 

shadow area data of the Wi-Fi signal, which becomes disturbing during generation. 

In addition, the network fixes the location of the AP of the spatial structure to be 

input, and considers the characteristics of each material through the CGAN, so that 

even if a partial area of the building is deformed, a Radiomap can be constructed   

without re-measurement of RSSI. So, it is possible to reduce the construction cost, 

a chronic problem of fingerprint-based LBS. In order to verify the validity and 

excellence of the proposed network, a radiomap was created by collecting Wi-Fi 

signals of an actual building, and the radiomap of an untrained floor was predicted 

by learning only the data of one floor. The mean square error of the radiomap 

generation result was 4.01 dBm, showing the best performance.



제 장  서 론

최근 등의 무선통신 기술이 실내 위치인식기법에 활용되고 Wi-Fi, UWB, BLE 

있다[1-3 이중 기반의 는 다른 무선통신기술에 비해 송신범위]. Wi-Fi Fingerprint

가 넓고 보급률이 높아 인프라 구축비용이 적은 장점이 있다 또한 사용자[4-6]. 

의 위치를 인식하기 위해서 스마트폰을 신호의 수신기로 사용할 수 있기 Wi-Fi 

때문에 가장 많이 연구되고 있다.

는 에서 방사된 신호세기인 Fingerprint Wi-Fi Received Signal Strength 

Indicator(RSSI)를 바탕으로 사용자의 위치를 인식한다 따라서 는 실 . Fingerprint

내위치인식을 적용하는 서비스 공간에서 를 수집하고 이를 통해 데이터베RSSI

이스인 을 생성하는 와 스마트폰에서 수집되는 와 Radiomap Offline Phase RSSI

의 를 비교하여 사용자의 위치를 추정하는 로 구성된Radiomap RSSI Online Phase

다. 을 생성하기 위한 에서는 우선 실내공간에서 Radiomap Offline Phase

라 불리는 일정한 간격의 위치들을 설정한다 이 간격은 신Reference Point(RP) . 

호의 세기가 를 중심으로 멀어질수록 감소하기 때문에 각각의 에서 측정AP RP

되는 를 구분할 수 있도록 설정한다 일반적으로 의 신호를 이용하는 RSSI . Wi-Fi

에서는 의 간격을 의 간격으로 설정한다 이렇게 구분된 Fingerprint RP 2~3m [7-9]. 

각각의 에서 측정되는 들의 를 수집한 뒤 을 생성한RP Wi-Fi AP RSSI Radiomap

다. Online Phase는 Offline Phase에서 생성된 Radiomap과 실시간으로 측정되는 

사용자의 RSSI들의 유사도를 기반으로 위치를 추정하기 때문에 확률 또는 결

정론적 알고리즘들이 많이 적용된다[9,10].

따라서 에서는 사용자의 위치를 인식하기 위한 이 필수적Fingerprint Radiomap

이며 가장 기본적인 구축방법은 모든 에서 측정되는 들의 Radiomap RP AP RSSI

를 일정한 시간동안 수십 회 이상 측정하는 이다Point-by-Point Calibration [11]. 

하지만 이러한 방법은 건물의 대형화로 인해 의 수가 증가하여 를 수집RP RSSI



하는 시간 및 인적비용이 크게 증가하고 있다 이를 해결하기 위해 . 직접 측정 

방법, 비측정 방법, Semi-측정 방법 의 Radiomap 생성 방법이 연구되고 있다

[7,12-15].

직접 측정 방법은 설정된 경로를 이동하면서 수집되는 관성센서의 신호를 통

해 사용자의 를 추정하고 이를 기반으로 의 위치 및 신호세기를 매RP RP Wi-Fi 

칭하여 을 생성한다 하지만 관성센서는 측정시간이 증가함에 따라 신Radiomap . 

호의 잡음 및 적분 오차로 인해 현상이 일어난다 따라서 직접 측정 방Drift [16]. 

식은 구축비용을 크게 줄일 수 있지만 실제 사용자의 위치와 관성센Radiomap 

서의 신호를 기반으로 추정된 위치의 오차로 인해 위치인식 정확도가 낮아진

다 비측정 방법은 . 의 전파 모델을 설계하고 이를 통해 장애물 및 거리에 Wi-Fi

따른 를 예측함으로써 을 생성한다 이는 를 수집하는 과정 RSSI Radiomap . RSSI

없이 구축이 가능하지만 장애물을 구성하는 재질 및 형태에 따라서 Radiomap 

전파세기에 미치는 영향력이 다르기 때문에 정확한 전파의 반사 및 흡수 계수 

등의 물리 계수에 대한 분석이 필요하다.

측정 방법은 연산처리장치의 비약적인 발전으로 인해 를 Semi- Neural Network

이용한 생성 방법이다 의 연구는 적대적 학습기반 네트워크를 Radiomap . Chen

이용하여 일부 에서만 수집된 를 통해 전체 의 를 예측하는 RP RSSI RP RSSI

데이터 증강기를 제안하였다 하지만 제안하는 증강기는 를 수집RSSI [17]. RSSI

하는 구조 및 공간에 대해 고려하지 않았기 때문에 를 측정하는 환경에 의RSSI

존적이다 의 연구는 . Seong 건물에서 한 층의 를 수집하고 RSSI Autoencoder와 

GAN을 이용하여 다른 층의 를 예측함으로써 층별 구조가 유사한 건물에RSSI

서 을 구축하는 비용을 크게 줄였다Radiomap [18] 하지만 장애물의 유무만을 고. 

려한 데이터를 에 입력해 주기 때문에 전파가GAN  장애물의 재질로 인해 발생

할 수 있는 왜곡을 예측하기 어렵다 또한  . 다른 구조의 건물에서는 학습된 네

트워크를 적용할 수 없기 때문에  건물마다 데이터의 수집이 필수적이다 RSSI .

이와 같이 Radiomap 구축비용을 줄이기 위한 연구가 진행 되고 있으나 RSSI

를 예측하기 위한 실내구조와 데이터베이스에 대한 표준이 없기 때문에 RSSI 

하나의 건물을 대상으로 을Radiomap  구축하는 방법이 대부분이다 따라서 향후. 



에는 건물마다 구축된 전파측정 데이터베이스가 많으면 수집된 데이터베이스를  

여러 건물에 활용할 수 있는 연구가  필수적이다.

따라서 본 논문에서는 건물이 달라져도 을 생성할 수 있도록 주Radiomap AP 

변의 장애물을 데이터화하여 를 예측 할 수 있게 설계된 RSSI AP-Centered 

와 이를 기반으로 을 생성하는 Window(APCW) Radiomap Radiomap Generation 

을 제안한다 는 주변의 장애물에 따른 변화를 고Network(RGN) . APCW AP RSSI 

려하기 위해서 실내공간을 데이터화하고 이를 를 중심으로 의 예측에 AP RSSI

필요한 영역만을 분할하여 생성된다 이를 통해 를 사용하여 학습된 . APCW

은 전파가 도달하지 않는 영역으로 인한 잡음에 강인하며 에 포함되RGN APCW

는 건물 구조의 패턴에 따라 변하는 을 생성할 수 있다 또한 본 논문Radiomap . 

에서 설계된 와 이와 동일한 구조의 로 구성된 데이터베이스를 구축APCW RSSI

한다면 향후 건물마다 를 수집해야하는 비용문제를 해결할 수 있다RSSI . 



제 장  관 련 이 론

2.1 Fingerprint

그림 2.1은 일반적인 Fingerprint의 흐름도 를 나타낸다. Fingerprint 알고리즘은 

Radiomap을 생성하는 Offline Phase와 실시간 위치를 인식하는 Online Phase로 

구성된다 는 을 생성하기 위해 단계의 과정으로 나누어. Offline Phase Radiomap 3

진다 첫 번째는 . 사용자의 위치를 인식하고 위하여 위치인식을 적용하는  공간

에서 2~3m의 일정한 간격으로 RP를 설정한다 두 번째는 설정된 모든.  RP에서 

들의 AP RSSI를 측정한다[7-9]. 마지막으로 수집된 들의 AP Service Set 

및 를 사용하여 을 구축한다IDentifier(SSID) RSSI Radiomap .

그림 2.1 의 흐름도Fingerprint

Fig 2.1 Flowchart of Fingerprint



이때 에서 방사된 전파세기는 AP 수신기와 송신기 사이의 상대적인 거리 및 

주변 장애물 등에 의해 잡음이 포함된다 이러한 잡음을 제거하기 위해 각각의 . 

에서 측정되는 들은 평균 등의 전처리를 통해 RP RSSI Radiomap에 저장된다 식 . 

(2.1)은 에서 구축된  Offline Phase Radiomap의 구조를 나타낸다. x축은 RP를, y축

은 AP를 나타내며   는 번째 RP에서 측정되는 번째 의 AP  RSSI

들의 평균을 의미한다.

 
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
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   (2.1)

에서Online Phase 는 Offline Phase에서 구축된 과 실시간으로 측정되 Radiomap

는 신호를 기반으로 사용자의 위치를 추정한다 이때 AP . 실시간으로 측정된 

RSSI와 에 저장된  Radiomap RSSI의 유사도가 가장 높은 RP를 사용자의 위치로 

추정한다. 유사도를 기반으로 위치를 추정하기 때문에 에서는  Offline Phase 확률 

또는 결정론적 알고리즘들이 많이 적용된다 이 중 사용자의 위치를 실시[9,10]. 

간으로 인식하기 위해서 다른 알고리즘에 비해 연산이 복잡하지 않은 Euclidean 

Distance(ED) 알고리즘이 많이 사용되며 이는 식 (2.2)와 같다.

 min
 



  
       (2.2)

여기서 는 예측된 사용자의 위치, 은 Radiomap에 저장된 RP의 수를, 

은 실시간으로 측정된 RSSI를, 는 Radiomap의 번째 RP에 저장된 

RSSI를 의미한다 는 . ED 실시간으로 측정되는 RSSI와 Radiomap에 저장된 모든 

RP의 의 차를 구하는 알고리즘으로 들의 분포가 유사할수록 의 결 RSSI RSSI ED

과 값이 작아진다 따라서 각각의 에서 계산된 값들 중에 . RP ED 최솟값을 가지



는 RP가 사용자의 위치이다 이러한 과정을 통해 사용자의 위치를 인식하는 . 

는 Fingerprint 오직 RP로만 사용자의 위치를 표현 가능하다 따라서 . RP를 설정

한 간격에 따라 위치인식 성능이 결정되기 때문에 사이의 RP 간격이 좁을수록 

높은 측위 정확도 를 얻을 수 있다 하지만 사이의 간격이 좁아지면 일정한 . RP 

공간상에서 설정되는 의 수가 증가하기 때문에 RP Radiomap을 구축하는 시간 

및 인적 비용이 크게 증가한다 이러한 이유로 구축비용을 줄이기 위. Radiomap 

한 연구가 의 에 집중되어 있으며 에 비해 Fingerprint Offline Phase Online Phase

다양하다.



2.2 Deep Neural Network(DNN)

인간의 신경망을 모방한 는 데이터의 분포 및 경향성을 학습Neural Network

하고 이를 통해 예측 및 판단하는 기능을 수행한다 하지만 [19,20]. Neural 

는 입력된 데이터를 기반으로 하여 수많은 매개 변수와의 연산을 통해 Network

결과를 도출하기 때문에 연산량과 학습시간이 많이 요구된다 최근 연산처리 . 

장치의 성능이 극대화 되면서 를 이용한 연구가 활발히 진행되Neural Network

었다 그림 는 대표적인 인 를 나타. 2.2 Neural Network DNN(Deep Neural Network)

내며 순으로 구성된다Input Layer, Hidden Layer, Output Layer .

그림 2.2 심층신경망 

Fig 2.2 Deep Neural Network

 



여기서 는 데이터가 입력되는 는 결과가 출력되Input Layer Node, Output Layer

는 이다 또한 는 에 입력된 데이터를 기반으로 Node . Hidden Layer Input Layer

에서 출력되는 결과를 생성하는 이다 각Output Layer Multi-Layer Perceptron [21]. 

각의 는 다음 와 가중치로 구성된 로 연결되어 있다Layer Layer Weight Vector . 

에 데이터가 입력되면 와 의 사이에 연결된 Input Layer Input Layer Hidden Layer

가중치를 곱하고 다음 로 전달한다 이후 를 구성하는 각각의 Node . Hidden Layer

는 에서 전달된 수치들을 합하고 활성화 함수를 통해 다음 Node Input Layer

의 전달여부를 결정한다 에 입력된 데이터가 다음 에 전Layer . Input Layer Layer

달하는 과정은 식 과 같다(2.3) .

    
 



 ×
              (2.3)

여기서 는 를 구성하는 Hidden Layer 번째 의 출력을 나타내며Node , 

는 를 구성하는 의 수를Input Layer Node , 는 의 Input Layer 번째 에서 입Node

력된 데이터를, 
 는 의 Input Layer 번째 에서 의 Node Hidden Layer 번째 

와 연결된 가중치를 나타내며 Node 는 의 Hidden Layer 번째 의 바이어스Node

를 나타낸다 또한 식 의 결과는 활성화 함수를 통해 다음 의 전달여. (2.3) Layer

부를 결정된다 활성화 함수는 와 같은 비선형적인 문제를 해결하기 위해 . XOR

적용되며 대표적으로 와 가 있다 하지만 와 함Sigmoid Tanh [22,23]. Sigmoid Tanh 

수의 출력은 입력 값의 크기와 상관없이 항상 일정한 범위내의 출력을 가지기 

때문에 를 구성하는 의 층이 많아지면 학습이 되지 않는 Neural Network Layer

소실 문제가 있다 이러한 문제를 해결 위해 연구된 활성Gradient Descent [24]. 

화함수인 는 식 와 같다Rectified Linear Unit(ReLU) (2.4) [25].

          

 
  ≥ 

   

                (2.4)



여기서 는 활성화함수에 입력된 의 출력을 나타내고 Layer 가 보다 0

이상이면 가 출력되고 가 보다 작은 경우에는 의 값이 출력된다 따0 0 . 

라서 층 이상의 를 가지는 은 입력 값에 비례하여 출력의 크기가 결3 Layer DNN

정되는 를 활성화 함수로 많이 사용한다 이러한 과정을 통해 ReLU . Input Layer

에 입력된 데이터는 이러한 과정을 반복하여 에서 결과로 출력된Output Layer

다 또한 일반적으로 은 소실문제를 해결하기 위해 . DNN Gradient Descent Hidden 

의 활성화 함수로 를 사용하고 에서는 정확도를 높이기 Layer ReLU Output Layer

위해 등의 활성화 함수를 사용한다Sigmoid .



2.3 Conditional Generative Adversarial Nets(CGAN)

적대적 학습 기반 는Neural Network  모델링 기법만으로 예측하기 어려운 실

제 데이터의 분포를 학습하고 이를 모방한 데이터를 생성하는 네트워크이다

[26,27] 은 실제데이터의 분포를 . Conditional Generative Adversarial Nets(CGAN)

학습하기 위한 와 학습된 네트워크를 이용하여 데이터를 생성하Training Phase

는 로 나누어진다 그림 은 데이터를 생성하는 Generating Phase . 2.3 Generator와 

의 성능을 평가하기 위한 Generator Discriminator로 구성되는 CGAN의 구조를 나

타낸다 여기서 . Real Data는 가  Generator 모방하여 생성하고자 하는 실제 데이터 

인 Ground truth로 실측을 통해 얻은 데이터이다.

그림 2.3 CGAN의 구조

Fig 2.3 The Architecture of CGAN



가 와 유사한 데이터를 생성하기 위해서는 우선 Generator Real Data Real Data

의 분포를 학습해야 한다 에서 의 학습 과정은 단계로 . Training Phase Generator 3

구성되며 다음과 같다 첫 번째 는 . , Generator Latent Variable과 Label을 입력 받

아 Real Data를 모방한 데이터를 생성한다 이때 에서 . Generator 출력된 데이터는 

Predicted Data라고 부를 수 있다. Latent Variable은 평균이 0이고 표준편차가 1

인 정규분포를 따르는 랜덤 변수로써 Real Data의 분포를 학습하기 위해 사용

된다 또한 . Label은 Predicted Data를 생성하기 위한 조건으로 Real Data의 클래

스와 같은 보조정보를 나타낸다. 두 번째, Discriminator는 Predicted Data가 Real 

Data와 유사한지 판별한다 이때 . Discriminator는 유사하다고 판별하면 참을, 유

사하지 않다고 판별하면 거짓을 출력한다 따라서 에서 . Discriminator 참이 출력

되면 Generator의 생성 성능이 Discriminator의 판별  성능보다 높은 것을, 거짓이 

출력되면 Generator의 생성 성능이 Discriminator의 판별  성능보다 성능이 낮은  

것을 의미한다. 마지막으로 Discriminator의 판별 결과에  따라 와 Generator

를 학습을 진행하며 Discriminator 학습을 위한 각각의 손실함수는 식 (2.5), 식  

과 (2.6) 같다.

       log              (2.5)

     log    log     (2.6)

여기서 는 Latent Variable을, 와 는 각각 Generator와 Discriminator의 출력

을, 는 Real Data를, 는 Label을 나타낸다. CGAN의 목적은 실제와 구별이 불

가능한 수준의 를  Predicted Data 생성하는 것이기 때문에 Generator의 손실함수 

를 최소화하며 Discriminator의 손실함수 를 최대화하는 방향으로 학습을 

진행한다 에서 은 의 분포와 . Generating Phase CGAN Real Data 유사한 Predicted 

Data를 생성하는 것이 목적이기 때문에  Generator의 성능을 평가하는 

Discriminator가 필요 없다. 따라서 에서 는  CGAN Discriminator 제거되고 



Generator만을 사용하여 Predicted Data를 생성한다 이때 에 입력되는 . Generator

Label을 조작함으로써 원하는 클래스의 Predicted Data를 생성할 수 있다.



제 장  제안한 생성 방법

기반의 3.1 APCW RGN 

제안한 기반의 AP-Centered Window(APCW) Radiomap Generation Network(RGN)

은 과 동일하게 와 로 구성되며 그림 과 CGAN Training Phase Generating Phase 3.1

같다.

그림 3.1 기반 생성 의 구조도APCW Radiomap Network

Fig 3.1 The Architecture of APCW based Radiomap Generation Network



Training phase에서는 평균이 0이고 표준편차가 1인 정규분포를 따르는 랜덤 

변수인 Latent Variable과 Label로서 제안한 APCW가 Generator에 입력된다. 

에서는 Generator Predicted Data인 Predicted Radiomap이 생성되며 이는 APCW와 

결합하여 Discriminator의 입력으로 사용된다. 이러한 과정을 통해 손실함수인 

식 와 식  (2.5) (2.6)의 반복 연산으로 Generator의 학습이 이루어진다. 마지막으로 

Generating Phase는 학습된 Generator를 통해 AP의 RSSI를 예측하고 이를 통해 

Radiomap을 생성한다 이때 는 한 번의 동작으로 한 의 을 . Generator AP Radiomap

생성할 수 있기 때문에 에 존재하는 의 개수만큼 동작하여 전체 AP Radiomap

을 구축한다. 다음 장에서는 실내 환경을 고려한 APCW와 RSSI를 예측할 수 

있는 RGN 구조에 대하여 자세히 설명한다.



3.2 AP-Centered Window(APCW)

을 Radiomap 생성하기 위해서는 실내 구조, 수신 거리 등과 같은 물리적 환경

과 학습을 위한 RGN의 입력구조에 대한 고려가 필수적이다. 이를 위해 우리는 

실내 공간을 데이터화하고 AP를 중심으로 분할된 정방형 데이터인 APCW를 

제안한다 그림 . 3.2는 실내 공간 전체를 2차원 데이터화한 Localization Domain

을 나타낸다.

그림 3.2 Localization Domain의 구조

Fig 3.2 The Structure of Localization Domain



여기서  , 축은 공간적 거리를 나타내며 Localization Domain 은 일정한 

공간을 나타내는 들의 집합으로 구성된다 각 은 의 간격인 Cell . Cell Wi-Fi RP

×이내에서 에 영향을 줄 수 있는 장애물 크기와 실험에 사용한 연RSSI

산처리장치의 컴퓨팅 파워를 고려하여 ×로 설정하였다 따라서 하나의 . 

에는 하나의 공간 정보 Cell 만을 포함하며 은 식 같이 표현할 수 있다(3.1) .

                          ⋯                (3.1)

여기서 공간정보 , 는 의 임의의  , 좌표에 존재하는 장애물에 따라 하나

의 값을 가진다 표 은 이러한 장애물의 종류에 따른 Index . 3.1 의 인덱스 값을 

나타낸다 여기서 은 의 신호를 측정하지 못하거나 건물 밖의 공간을 . Index 0 AP

표현하기 위해 설정하였다 이러한 . 을 생성함으로써 차원 실내 공간을 연산2

처리가 가능한 데이터로 변환할 수 있다 하지만 이러한 생성방법은 하나의 . 

에 개 이상의 가 포함 될 수 있다 이는 기반 학습 알Cell 2 Index . Neural Network 

고리즘은 분류된 각 들의 전파의 물리계수들을 명확하게 분류하고 학습하Index

기 어렵다 따라서 이러한 문제를 해결하기 위해 . 을 을 통해 One-Hot Encoding

벡터화 함으로써 하나의 가 의 에 입력되게 설계한다Index Input Layer Node .

Index  Object Material One-Hot Vector  

0 Inaccessible Space - {0,0,0,0,0,1}

1 Free Space Vacuum {0,0,0,0,1,0}

2 Glass Wall Glass {0,0,0,1,0,0}

3 Concrete Wall with Window Concrete, Glass {0,0,1,0,0,0}

4 Concrete Wall Concrete {0,1,0,0,0,0}

5 Concrete Wall with Iron Door Concrete, Iron {1,0,0,0,0,0}

표 3.1 장애물의 종류에 따른 의 속성Cell

Table 3.1 Cell Properties According to Obstacle Material



식 (3.2)은 을 벡터화한   을 나타낸다.

    
    

  ⋯   
 

  
 










 i f   
 i f   
 i f   
 i f   
 i f   
 i f   

  (3.2)

여기서, 벡터정보 
 는 의 임의의  , 좌표에 존재하는 의 Index 에 

따른 One-Hot Vector 값을 가진다. 이를 통해 이를 통해 RSSI에 영향을 주는 건

물의 구조 및 위치 정보를 포함하는 Label의 기본 구조를 생성할 수 있다. 하지

만 이러한 구조는 건물의 전체를 2차원화 시킨 이기 때문에 부분적으로 을 

분할하여 사용하기 어렵다. 이는 동일한 구조와 장애물 특성을 가진 건물에서

만 Radiomap을 생성할 수 있으며, AP의 RSSI가 측정되지 않는 음영지역도 함

께 학습 Network에 입력으로 사용되기 때문에 불필요한 의  Network 연산과 높은 

RSSI의 예측 오차가 발생한다. 따라서 건물의 크기와 형태의 변화에 강건하며 

음영지역으로 인한 잡음문제를 해결하기 위하여 APCW를 제안한다. 제안한 

APCW는   에서 실제 학습이 필요한 RSSI가 측정되는 AP 위치를 중심으

로 정방형의 Window를 Label로 분할되어 재생성된다. 여기서, 분할된 Label의 

수는   내의 AP 수에 따라 Window의 개수가 결정된다. 일반적으로 AP를 중심

으로 RSSI가 측정되는 수신거리가 결정되기 때문에 Window의 중심은 AP의 위

치로 설정하였으며, AP를 중심으로 분할되는 거리는 APCW의 크기에 따른 

에서 생성된 과 실제 Generator Radiomap Radiomap의 유사도 실험을 바탕으로 실

내 환경에 최적화된 정방형의 크기를 결정한다 그림 은 . 3.3   에서 서로 

다른 두 위치의 AP를 중심으로 생성된 APCW들을 나타낸다.



그림 3.3 생성과정과 구조APCW 

Fig 3.3 APCW Generation Process and Structure of APCW

이때 하나의,  AP에서는 하나의 APCW가 생성되고 한 AP를 중심으로 분할된 

APCW는 식 (3.3)로 표현된다.

   _  _
   _   _

  ⋯  _  _
 

_    _    _    _       (3.3)

여기서, 는 번째 AP의 X축 좌표를, 도 동일한 AP의 Y축 좌표를, 

는 AP를 중심으로 분할되는 거리를, _ , _는 각각 X, Y축의 첫 좌표를, 



_ , _는 각각 X, Y축의 끝 좌표를 나타낸다. 따라서 생성된 는 

×개의 Cell로 구성되며 하나의 AP를 중심으로 주변 만큼 떨어진 공간의 

장애물 정보를 획득할 수 있다. 이때 는 AP를 기준으로 생성되기 때문

에 AP의 위치에 대한 정보를 별도로 입력하지 않는다. 따라서 APCW의 중심에

는 Free Space를 나타내는 Index정보를 입력할 수 있다 이는 . AP의 위치 정보를 

나타내기 위한 Index를 추가하지 않아도 되기 때문에 Network의 연산을 줄일 

수 있다. 는 이를 통해 Network는 장애물의 재질과 구조적 특징을 고려

한 Label을 입력 받을 수 있으며, AP 중심으로 관심영역을 생성함으로써 건물

의 전체 구조에 대한 과적합을 막을 수 있다.



3.3 Radiomap Generation Network(RGN)

제안하는 는 기반으로 및 를 설계하였으며 RGN CGAN Generator Discriminator

는 을 생성하기 위한 로써 기반 입출력 구조를 Generator Radiomap Label APCW 

사용한다 그림 는 기반의 와 . 3.4 Fully Connected(FC) Layer Generator

로 구성되는 의 구조를 나타낸다Discriminator RGN .

그림 3.4 기반 생성 의 구조 APCW Radiomap Network

Fig 3.4 The Structure of APCW based Radiomap Generation Network

의 입력은 실제 의 분포를 학습하기 위한 Generator Radiomap Latent Variable 

와 이다 일반적으로 의 는 고정된 의 또APCW . CGAN Generator Size Convolution 

는 을 사용한다 하지만 Transposed Convolution . 에 있는 모든 들을 중심으로 AP

주변 장애물들에 의해 왜곡되는 의 측정 가능한 거리가 불규칙하기 때문RSSI

에 동일한 를 적용하기 어렵다 따라서 를 구성하는 모든 성분을 Size . APCW

의 에 연결하기 위해서 Generator Input Layer 와 가 결합된 입력은 APCW ReLU

를 활성화함수로 가지는 개의 로 처리된다 는 3 Fully Connected Network . FC



에 비해 특징을 추출하는 성능이 떨어지기 때문에 의 Convolution Layer Generator

첫 번째 의 는 의 구조적 특징을 많이 추출하기 얻기 위해 Layer Size APCW

보다 크게 설정하였다 또한 첫 번째 에서 추출된 특징을 바탕으로 APCW . Layer

를 예측하기 위해서 두 번째 세 번째 의 는 점차 작아지게 설정RSSI , Layer Size

하였다 동일한 이유로 도 개의 로 구성되. Discriminator 3 Fully Connected Network

며 의 경우에는 판별에 목적을 두기 때문에 별도의 특징 추출을 위Discriminator

한 의 확장이 필요 없다 따라서 의 는 점차 작아지게 설Layer . Discriminator Layer

정하였다 표 는 설계된 와 의 종류와 활성화 함. 3.2 Generator Discriminator Layer 

수 그리고 입출력 를 나타낸다Size .

Network Layer Activation
Function Input Size Output Size

Generator

FC ReLU  × ×

FC ReLU × ÷

FC ReLU ÷ ÷

Discriminator

FC ReLU ÷  ×   ÷

FC ReLU ÷ ÷

FC ReLU ÷ 1

표 3.2 생성 의 및 입출력 크기 Radiomap Network Layer 

Table 3.2 Layer and Input/output Size of Radiomap Generation Network

여기서 는 Latent Variable의 크기를, 은 APCW의 크기를, 은 APCW를 

생성하는 Index의 개수를 나타낸다 이 . RGN 동작하기 위해서는 Generator와 

Discriminator의 입출력 크기 를 정확하게 설정하는 것이 중요하다. 따라서 

Generator의 입력 크기 는 z와 APCW의 크기를 더한  ×로 설정하였다. 

또한 Discriminator의 목적은 에서 생성된  Generator Radiomap이 실제 Radiomap과 

유사한지 판별하는 것이기 때문에 Discriminator의 출력크기는 참 또는 거짓이 

출력되도록 1로 설정하였다. Generator에서 출력되는 각각의 성분은 일반적으로 

Fingerprint에서 RSSI를 측정하는 간격이 ×인 것과 동일하게 설정하였다. 



따라서 APCW를 구성하는 각  성분이 × 공간을 나타내기 때문에 APCW

와 Generator에서 출력되는 의Radiomap  가로 및 세로의 크기는 3대 1의 비율을 

갖는다. 따라서 APCW의 가로 및 세로의 크기는 최소 이상으로 설정해야 한

다. 이때 Generator가 를 생성조건으로 입력받아 출력한  Radiomap을 

 으로 정의한다 그림 는 . 3.5 Generator가 와 를 입력

으로 사용하여 출력 한  의 구조를 나타낸다.

그림 3.5 예측된 의 구조 Radiomap

Fig 3.5 The Structure of Predicted Radiomap

여기서 는 정방행렬인  APCW의 대각성분의 크기를 나타낸다. 

를 구성하는 각각의 Cell은 Generator에 입력된 에서 ×

영역에 대한 RSSI를 예측한다. 따라서 은 


×


개의 Cell

로 구성된다. Generator는 APCW를 입력으로 사용하여 실제 수집된 RSSI와 유

사한 결과를 출력되게 학습을 해야 한다. 따라서 학습을 위한 인  Real Data

은 Generator가 정확한 를 생성하기 위해 매우 

중요하다. 정확한 RSSI의 비교를 위해서 의 형태는  



와 동일하게 설정하였고 에서 해당 AP의 RSSI가 측정

되지 않는 RP는 연산을 위해 -100dBm으로 설정한다. 또한 이렇게 생성된 

은 Network의 학습속도를 높이기 위해 0~1 사이의 값으로 정규

화된다. 이 정규화 과정은 식 와  (3.4) 같다.

        m in

 max m in
   (3.4)

여기서   는 임의의 , 에서 측정된 RSSI인  가 정규화를 통

해 변환된 수치를 나타낸다. m in은 에서 RSSI의 최솟값인 

-100dBm을, max는 수집된 RSSI의 최댓값을 나타내며 정규화 값이 점점 작

아질수록 신호세기는 크다. 따라서 Generator는 정규화된   데이터세트를 통

해 학습하기 때문에 0~1의 값의 출력을 가진다. 제안한 RGN은 Generator에서 

임의의 한 AP의 이 출력되고 Discriminator는 이  

과 의 비교를 통해 두 Radiomap의 유사도가 출력된다. 

이러한 CGAN 기반 Network는 적대적 학습을 위해 Generator와 Discriminator에 

각각 다른 손실함수를 적용하며 이는 식 와 식  (3.5) (3.6)과 같다.

 
   log      (3.5)

 
     log        log       (3.6)

여기서 는 를 Latent Variable , 와 는 각각 Generator와 Discriminator의 출력

을,  는 번째 AP의 실제  Radiomap을 나타낸다.  는 번째 AP의 APCW를 

말한다. 제안하는 RGN는 실제와 구별이 불가능한 수준의 정확도를 가지는 

Radiomap을 생성하는 것이기 때문에 Generator의 손실함수 를 최소화하며 

Discriminator의 손실함수 를 최대화되게 학습한다. 이러한 학습 과정의 반복



을 통해 Generator의 출력인 는 점차 와 유사

해진다 학습이 끝나고 에서는 . Generationg Phase Generator는 한 번의 동작으로 

한 AP의 Radiomap을 생성할 수 있다. 따라서 Generating Phase에서는 AP 각각

의 Radiomap을 생성하고 이를 결합하여 하나의 Radiomap으로 구축한다 그림 . 

3.6은 에서  Generating Phase Radiomap을 구축하는 과정을 나타낸다.

그림 3.6 Generating Phase의 Radiomap 생성 과정 

Fig 3.6 Radiomap Construction Process in the Generating Phase

여기서 은 AP의 수를, 는 RP의 수를 나타낸다. 이때 Generator의 출

력은 0~1의 값이기 때문에 역 정규화를 통해 스케일을 맞추고 Radiomap에 입

력된다.



실험 및 결과

본 논문에서는 제안하는 APCW 기반의 RGN의 를 분석하기  Network 위해 2가

지 실험을 진행하였다. 첫 번째 실험에서는 우선, APCW의 크기에 따라 변하는 

RGN의 Radiomap 생성 정확도를 확인하기 위해 동일한 AP의 위치에서 서로 다

른 크기로 설정된 APCW들을 생성한다. 이 APCW들을 RGN에 입력하여 

Radiomap들을 생성한다. 마지막으로 생성된 들과 실제 들 각, Radiomap Radiomap

각의 RMSE를 계산하고 APCW의 크기에 따른 RMSE들을 비교한다. 두 번째 실

험은 APCW를 생성할 때, 장애물의 종류를 고려하는 방법과 이를 AP를 중심으

로 분할하는 방법에 따라 변하는 RGN의 Radiomap 생성 정확도를 확인하기 위

해 서로 다른 4개의 모델을 설계하고 각 모델의 Radiomap 생성 정확도들을 비

교하였다. RGN의 Radiomap 생성 정확도를 평가하기 위한 지표는 Root Mean 

Square Error(RMSE)와 을  Histogram 사용하였다[28,29]. RMSE는 서로 다른 두 데

이터의 유사도를 평가하기 위해 데이터를 구성하는 각 성분들의 거리의 평균을 

구한다. 이때 두 데이터의 분포가 유사하다면 RMSE의 값이 작아진다. 따라서 

RGN에서 생성된 Radiomap과 실제  Radiomap의 RMSE의 값이 작을수록 RGN의 

Radiomap 생성 정확도가 높다. 또한 Histogram은 데이터를 구성하는 성분의 크

기와 크기에 빈도수로 나타내는데 이는 데이터의 분포를 직관적으로 확인할 수 

있다. 실험에 사용된 AP 및 RP의 수가 많아 모든 결과를 확인하기 어렵기 때

문에 이러한 결과를 통계적으로 분석하기 위해 때문에 Histogram을 사용하였다.



실험환경4.1. 

실험은 그림 과  4.1 같이 × 크기의 한국해양대학교 미음 캠퍼스 2, 3, 

4층에서 실험을 진행하였으며, 실내공간에는 RSSI에 영향을 주는 장애물(예: 콘

크리트벽, 창문 있는 콘크리트벽 등)이 있어 다양한 NLOS환경에 대한 실험을 

진행할 수 있다.

그림 4.1 실험환경 

층의 구조 층의 구조 층의 구조 및 수신기(a)2 (b)3 (c)4 (d)AP 

Fig 4.1 Experiment Environment

(a)Structure of 2nd Floor (b)Structure of 3rd Floor (c)Structure of 4th 

Floor (d)AP and Receiver

또한 각 층은 건물의 중심부에서 구조적으로 차이를 보이며 좌측과 우측의 

경우 동일한 구조를 나타낸다. AP가 설치된 위치에 따라서 변하는 RSSI를 수

집하기 위해 RP는 3m간격으로 설정하였고 각각의 RP에 AP를 설치한 뒤 SSID 

및 RSSI를 수집하였다. 측정방법은 임의의 RP에 AP를 설치하고 모든 RP에서 

측정되는 RSSI 신호를 수집하였다. 또한 2, 3, 4층의 경우, 각각 111, 112, 110



개의 AP를 설치하였고 LG-V20 스마트폰 3대를 이용하여 Wi-Fi 신호를 수집하

였다. 실험은 1주일간 진행하였으며, 하나의 RP에 3분 동안 200회의 신호를 수

집하였다. 또한 검증을 위한 연산처리 장치(PC)는 Inter(R) Core(TM) CPU 

i5-9400F, 32GB Memory, Geforce RTX 2070, 500GB SSD and 2TB HD를 사용한다.



실험결과4.2. 

의 크기에 따른 의 생성 정확도4.2.1 APCW RGN Radiomap 

RSSI에 변화를 주는 장애물을 RGN에 입력하기 위한 APCW는   을 AP

를 기준으로 일정한 범위까지 분할하여 생성된다. 따라서 APCW의 크기는 AP 

주변의  의 양으로 볼 수 있다 이는 . APCW의 크기가 너무 작으면  가 부족

해 RGN의 Radiomap 생성 정확도가 낮아질 수 있다. 이와 달리 APCW의 크기

가 크다면  가 충분하지만 데이터 크기의 증가로 인해 학습 시간이 증가할 

수 있다. 따라서 APCW의 크기에 따른 RGN의 Radiomap 생성 정확도를 분석하

기 위해 동일한 AP의 위치에서 서로 다른 크기로 설정된 APCW들을 생성하였

다. 이를 RGN의 입력으로 사용하여 APCW의 크기에 따른 각각의 학습시간들

을 비교하였다. 또한 각각의 를 입력으로 사용하여 이  APCW RGN 생성된 

Radiomap과 실제  Radiomap의 RMSE를 계산하여 얻은 APCW의 크기에 따른 

RGN의 Radiomap 생성 정확도들을 비교하였다 그림 는 . 4.2 APCW의 크기를 

×부터 ×까지 증가시키면서 얻은 RGN의 Epoch당 학습시간을 나

타낸다.

그림 4.2 의 크기에 따른 의 당 학습시간APCW RGN Epoch

Fig 4.2 Learning Time per Epoch According to The Size of APCW



여기서 축은 의 크기를 축은 당 소요되는 학습시간을 나타낸X APCW , Y Epoch 

다 실험을.  위한 APCW는 의 배수의 크기를 가지며 AP를 기준으로 정방형

의 데이터이다. 따라서 APCW는  × 의 형태로 결정된다 그. 

림 의 결과를 보면 4.2 RGN의 학습 시간은 APCW의 크기가 커질수록 제곱의 

형태로 증가하는 것을 확인하였다. 향후 여러 건물에서 수집된 데이터베이스가 

확보되고 이를 이용하여 학습하는 경우에는 많은 시간이 요구된다. 따라서 

APCW의 크기는 작을수록 효율적이다. 하지만 APCW의 크기가 작으면 RGN의 

Radiomap 생성 정확도가 낮아질 수 있기 때문에 RGN의 학습 시간과 Radiomap 

생성 정확도를 모두 고려해야한다 그림 . 4.3은 APCW의 크기를 ×부터 

×까지 증가시키면서 얻은 생성된  Radiomap과 실제  Radiomap의 RMSE

들을 나타낸다.

그림 4.3 의 크기에 따른 평균 제곱근 오차 APCW

Fig 4.3 RMSE According to The Size of APCW

여기서, X축은 APCW의 크기를, Y축은 RMSE를 나타낸다. 이때 Y축의 

RMSE는 RGN의 성능을 통계적으로 분석하기 위해서 서로 다른 AP의 위치를 

기준으로 얻은 Predicted Radiomap과 Real Radiomap의 RMSE를 계산하고 모든 

RMSE들의 평균, 표준편차, 최댓값을 나타낸 것이다. APCW의 크기가 × 

에서 ×까지 커질수록 들의 , RMSE 평균은 작아지는데 ×보다 



큰 경우에는 들의  RMSE 평균값의 변화가 작다. RMSE의 값이 작을수록 RGN이 

생성한 Radiomap이 실제  Radiomap과 유사한 것을 의미하기 때문에 APCW의 

크기는 ×에서 최적이다. 하지만 표준편차와 최댓값은 APCW의 크기가 

×에서 ×까지 감소하다가 ×에서 최솟값을 가진다. 

Fingerprint는 실시간으로 수집된 RSSI 분포와 Radiomap에 저장된 RSSI 분포의 

차가 클수록 위치인식 정확도가 낮아진다. 특히 AP 주변의 RSSI 분포 변화는 

위치인식 정확도가 크게 감소한다. 따라서 평균값은 APCW의 크기가 

×일 때 가장 작지만 표준편차 및 최댓값을 고려하면 APCW의 크기는 

×가 최적이라 판단된다.



기반 의 특성분석4.2.2 APCW RGN

우리는 APCW를 생성할 때, 장애물의 형태 및 재질을 고려하는 것과 AP의 

위치를 중심으로 생성하는 것을 제안하였다. 따라서 APCW를 생성할 때, 장애

물의 종류를 고려하는 방법과 이를 AP를 중심으로 분할하는 방법에 따른 RGN

의 Radiomap 생성 정확도들을 비교한다. 이를 위해 서로 다른 4개의 모델들을 

설계하였고 표  4.1은 실험을 위해 설계된 모델의 정의, Layer(Activation 

Function)의 종류와 입출력의 크기를 나타낸다.

Model Defines Network
(Layer) Input Size Output Size

1
장애물의 유무를 
고려한 을 Label
사용하는 RGN

Generator
(FC-ReLU)

  ×  × ÷

Discriminator
(FC-ReLU)

 × ÷ × 1

2
장애물의 재질을 
고려한 을 Label
사용하는 RGN

Generator
(FC-ReLU)

   × ×  × ÷

Discriminator
(FC-ReLU)

 × ÷   ××  1

3
의 중심으로 AP

생성된 을 Label
사용하는 RGN

Generator
(FC-ReLU)   ÷

Discriminator
(FC-ReLU) ÷ 1

4 를 APCW
사용하는 RGN

Generator
(FC-ReLU)  ×  ÷

Discriminator
(FC-ReLU) ÷ × 1

표 4.1 각 모델의 정의 및 세부사항 

Table 4.1 Definition and Details of Each Model 



여기서, 는 Latent Variable를, 는 건물의 X축의 크기를, 는 건물의 Y축

의 크기를, 는 APCW의 크기를, 은 Index의 수를 나타낸다. Generator는 

와 ×를 기준으로 생성된 Label을 함께 입력 받아 × 기준의 

Radiomap을 생성한다. 또한 Discriminator는 Generator에서 생성된 Radiomap과 

Label을 함께 입력 받아 생성된  Radiomap이 실제  Radiomap과 유사한지 판별한

다. 따라서 Generator와 Discriminator의 입력과 출력은 Label의 크기와 형태에 따

라 결정된다. Model 1, 2, 3, 4는 각각 표  4.1에 Defines에 정의된 Label을 사용

하며 Label은    × ,      × ,  ×,     ×이다. 

따라서 사용되는 Label의 크기 및 형태에 따른 Generator 및 Discriminator의 입

출력은 표  4.1의 Input Size와 Output Size와 같다. 이때 Model 1과 Model 2의 입

력으로 사용되는 Label은 건물의 형태 및 크기를 고려하여 ×로 설정하

였고 Model 3과 Model 4의 입력으로 사용되는 의 크기는  Label 4.2.1장의 실험 

결과를 고려하여 가장 안정적인 결과를 보이는 ×로 설정하였다. 또한 

학습을 위한 각 모델의 파라미터는 다음과 같이 설정하였다. 또한 학습을 위해 

각 모델의 파라미터를 는 는 Batch Size 4000, Training Epoch 1000, Learning Rate

는 으로 설정하였다0.0001 .

그림 는4.4  각 모델이 하나의 AP에서 방사된 전파를 예측한 Radiomap을 나타

낸다. (a)는 각 모델의 Radiomap 생성 정확도를 비교하기 위한 예측영역인 

Region map이며 동일한 영역에서 모델들의 성능을 비교하기 위해 APCW의 크

기와 동일하게 설정하였다. 빨간색 Cell은 AP의 위치를, 하얀색 Cell은 Free 

Space를, 검은색 Cell은 RSSI를 측정할 수 없는 위치를 나타낸다. (b)~(e)는 

각각Model 1, 2, 3, 4 의 Radiomap 생성 결과를 나타낸다.



그림 4.4 모델별 생성 결과Radiomap 

모델(a)Region map (b) 모델1 (c) 모델2 (d) 모델3 (e) 4

Fig 4.4 Result of Radiomap Generation

(a)Regionmap (b)Model 1 (c)Model 2 (d)Model 3 (e)Model 4

 



과 의 결과와 와 의 결과를 보면 장애물의 재Model 1 Model 2 Model 3 Model 4

질을 고려한 경우가 생성 정확도가 크게 증가하는 것을 볼 수 있다Radiomap . 

또한 와의 거리를 고려한 의 결과를 보면 중심부에서 예측 정AP Model 4 RSSI 

확도가 높고 중심부에서 거리가 멀어질수록 점차 예측 성능이 떨어지는 RSSI 

것을 확인하였다 표 는. 4.2  모델의 Radiomap 생성 정확도를 통계적으로 분석하

기 위해 서로 다른 110개의 위치에 설치된 AP를 통해 얻은 각 모델의 RMSE들

의 평균, 최댓값, 최솟값을 나타낸다.

Model
RMSE(dBm)

Average Max Min

1 28.84 37.84 22.71

2 5.48 7.06 4.1

3 14.98 24.4 6.35

4 4.01 6.43 2.26

표 4.2 모델별 생성 정확도 Radiomap 

Table 4.2 Accuracy of Radiomap Generation for Each Model

Model 1과 Model 3의 결과를 보면 AP의 위치를 고려한 Label을 사용했을 때 

RMSE의 평균이 28.84dBm에서 14.98dBm으로 향상되었지만 여전히 높은 오차

를 나타내기 때문에 생성된 Radiomap을 이상치에 영향을 많이 받는 Fingerprint

에 적용하기 어렵다. 따라서 AP의 위치만을 고려한 Model 3은 Radiomap 생성

네트워크로 적절하지 않다. Model 1과 Model 2의 결과를 보면 장애물의 재질만

을 고려한 Label을 사용했을 때 RMSE의 평균이 28.84dBm에서 5.48dBm으로 

생성 Radiomap 정확도가 크게 증가한다. 따라서 장애물의 재질만을 고려하더라

도 RGN의 생성 정확도를  Radiomap 크게 높일 수 있다. Model 2와 Model 4의 

결과를 보면 APCW를 사용했을 때 RMSE의 평균이 5.48dBm에서 4.01dBm으로 

생성 정확도Radiomap 가 증가한다. 또한 의 연구에서  He Wi-Fi 신호의 표준편차

는 5dBm 이내의 값을 가진다[30]. 따라서 제안하는 APCW 기반의 RGN의 

Radiomap 생성 정확도가 4dBm 내외로 안정적인 성능을 보이기 때문에 



Radiomap 생성 네트워크로 적절하다고 판단된다.

제안하는 APCW를 기반의 RGN인 Model 4의 Radiomap 생성 정확도가 가장 

높게 나왔다. 따라서 AP를 중심으로 Label을 생성하는 방법이 Radiomap 생성 

정확도에 미치는 요인을 분석하기 위해 Model 2와 Model 4의 Input Layer의 

Weight Vector를 비교하였다. 뉴럴 네트워크의 출력은 식 과 같이(2.3)  입력데이

터의 각 성분과 네트워크의 Weight Vector의 곱의 형태이다. 따라서 Input Layer

의 Weight Vector는 RGN이 Radiomap을 생성할 때 APCW를 구성하는 각각의 

 가 곱해지는 수치를 나타낸다 이는 . Weight Vector를 구성하는 각각의 Weight

의 위치와 수치는 해당 위치에 입력된 데이터의 성분이 네트워크의 출력에 미

치는 정도를 의미한다 그림 는 . 4.5 Model 2와 Model 4 각각의 Input Layer의 

Weight Vector를 나타낸다. 여기서 (a)의 X, Y축은 각각 Radiomap을 생성하기 

위해 Model 2에 입력되는     ×의 X, Y축 좌표를 나타낸다. 이

때 Label의 크기 및 형태는 건물의 크기와 동일하게 설정하였다. 또한 (b)의 (a)

의 X, Y축은 각각 Radiomap을 생성하기 위해 Model 4에 입력되는 

    ×의 X, Y축 좌표를 나타낸다.

그림 4.5 모델의  Weight Vector 

모델(a) 의 모델2 Weight Vector (b) 의 4 Weight Vector

Fig 4.5 Weight Vector of Model

(a)Weight Vector of Model 2 (b)Weight Vector of Model 4



여기서 Model 2와 Model 4의 Weight Vector는 대부분 음수 값이다. 이는 AP

에서 방사된 전파가 벽, 등과 같은 장애물에 의해 점차 감소되기 때문에 

Weight Vector는 음수의 값을 가지는 것으로 판단된다. 또한 Weight Vector를 구

성하는 Weight의 절댓값은 각각 Radiomap을 생성할 때 사용하는 비율을 의미한

다. 따라서 Label에서 임의의 X, Y의 위치가 결과를 생성하기 위해 사용되는 

정도를 확인하기 위해선 절댓값을 기준으로 Weight Vector를 분석해야 한다. (a)

의 경우에는 입력으로 사용된 건물의 형태와 유사하게 Weight Vector의 형태가 

나타났으며 Inaccessible Space를 제외하면 위치와 상관없이 각각의 Weight는 유

사한 수치를 가진다. 따라서 Model 2는   에서 임의의 X, Y축에 있는  

를 해당 위치와 AP 사이의 거리와 관계없이 Radiomap을 구성하는 RSSI를 예측

하는데 사용하는 것을 의미한다. 하지만 AP 전파는 방사거리가 멀어질수록 반

사, 투과 등의 전파현상으로 인해 세기가 감소한다. 따라서 전파가 도달하지 않

는 음영지역의 구조물은 Radiomap을 생성할 때 필요가 없고 음영지역으로 인

해 생성된 에  Radiomap 잡음이 생긴다. 이와 달리 (b)의 경우에는 Weight Vector

의 중심부에서 가장 큰 수치를 가지며 중심에서 멀어질수록 점차 작아지는 것

을 볼 수 있다. 이는 벽, 창문 등의 구조물이 존재하는 실내 환경이기 때문에 

완전한 방사패턴은 아니지만 유사하게 학습한 것으로 보인다. 이는 APCW를 

이용하여 학습한 RGN이 Radiomap을 생성할 때 전파세기를 감쇄시키는 장애물

과 AP와 거리가 멀수록 해당 위치의 APCW를 사용하는 비율이 작은  것을 의

미한다. 이러한 이유로 제안하는 APCW 기반의 RGN은 음영지역으로 인한 잡

음문제에 강인하며 Radiomap 생성 정확도가 Model 1, 2, 3보다 높다고 판단된

다. 

와 로 구성된 데이터베이스의 APCW RSSI 활용성을 확인하기 위해서 AP의 위

치에 따라서 변하는 RGN의 Radiomap 생성 정확도들을 비교하는 실험을 진행

하였다 그림 . 4.6은 4층에서 수집된 데이터를 사용하여 학습된 RGN을 통해 3, 

4층에서 을 생성한Radiomap  결과를 나타낸다 는. (a), (c) 임의의  X, Y좌표에 AP

가 위치할 때 RGN에서 생성된 Radiomap과 해당 AP의 실제  Radiomap의 RMSE

를 위치별로 나타냈다. 이때 X축과 Y축은 각각의 RSME를 계산한 위치를 나타



낸다. (b), (d)는 (a), (c)가 각각 변환된 히스토그램이다. 이때 X축은 생성된  

Radiomap과 실제  Radiomap의 RMSE를, Y축은 빈도수를 나타낸다. 또한 그림  

은 4.7 3, 4층에서 수집된 데이터를 사용하여 학습된 RGN을 통해 3, 4층에서 

을 생성한 Radiomap 결과를 나타낸다 이때 . (e), (f), (g), (e) 각각의 X, Y축은 (a), 

와 (b), (c), (d) 동일하다.

그림 4.6 층 데이터를 학습한 의 생성 결과4 RGN Radiomap 

층 층의 히스토그램 층 층의 히스토그램(a)4 (b)4 (c)3 (d)3

Fig 4.6 Radiomap Generation Result of RGN Learning the 4th Floor Data 

(a)4th Floor (b)Histogram of 4th Floor (c)3rd Floor (d)Histogram of 3rd Floor

의 (a), (b) 결과를 보면 학습된 4층에서 Radiomap을 생성하는 경우, RGN은 

AP의 위치와 상관없이 안정적인 Radiomap 생성 정확도를 보였다. 따라서 AP 

주변의 건물 구조 의 변화에 따른 RSSI 분포를 학습한 것을 확인할 수 있다. 

(c), (d)의 결과를 보면 3층에서 Radiomap을 생성하는 경우에는 중심부에 AP가 



위치한 경우 4층에 비해 성능이 낮아지는 것을 볼 수 있다. 이는 3층과 4층에

서 중심부와 좌측 하단부에서의 구조가 다르기 때문인 것으로 판단된다. 하지

만 우측부분의 경우는 4층과 3층의 구조적인 차이가 없기 때문에 비교적 안정

적인 예측성능을 보였다. 따라서 RGN이 건물 구조 에 따른 RSSI 분포를 학습하

고 이를 이용해 Radiomap을 생성하는 것으로 볼 수 있다.

그림 4.7 층과 층 데이터를 학습한 의 생성 결과3 4 RGN Radiomap 

층 층의 히스토그램 층 층의 히스토그램(e)4 (f)4 (g)3 (h)3

Fig 4.7 Radiomap Generation Result of RGN Learning the 3rd Floor Data and 4th Floor Data 

(e)4th Floor (f)Histogram of 4th Floor (g)3rd Floor (h)Histogram of 3rd Floor

또한 3, 4층의 구조를 모두 학습한 RGN을 이용한 (g), (h)의 결과를 보면 3층

에서의 Radiomap 생성 정확도가 높아진 것을 볼 수 있다. 이는 APCW 기반의 

RGN은 새로운 구조를 학습하고 이를 이용해 Radiomap을 생성하는 것으로 판

단된다. 따라서 여러 건물에서 수집된 수준 높은 데이터베이스가 확보된다면 



제안하는 APCW 기반의 RGN을 통해 Fingerprint 기법에서 Radiomap을 생성하

기 위한 시간 및 인적비용을 크게 줄일 수 있다. 하지만 (e), (f)의 결과를 보면 

학습 데이터가 많아지면 RGN이 학습해야 하는 구조적인 패턴이 증가하기 때

문에 각층의 Radiomap 생성 정확도가 떨어지는 것을 확인하였다. 이는 RGN을 

구성하는 Weight Vector의 전체 파라미터의 수가 동일하기 때문이라고 판단된

다. 이러한 문제를 해결하기 위해 데이터베이스가 증가할수록 Network의 크기

설정과 효율적인 학습을 위한 파라미터 설정이 요구된다.



제 장  결 론

본 논문에서는 Fingerprint에서 Radiomap을 생성하기 위한 시간 및 인적비용을 

줄이고 로 구성된  RSSI 데이터베이스의 활용성을 높이기 위한 APCW 기반의 

RGN을 제안하였다. APCW는 실내공간을 데이터화하고 이를 AP를 중심으로 분

할하여 생성되기 때문에 Radiomap를 구성하는 RSSI를 예측하는데 필요한 정보

를 포함한다 기반의 . APCW RGN은 를 예측하여  RSSI Radiomap을 생성함으로써 

건물마다 Wi-Fi 신호를 수집하는 비용을 크게 줄일 수 있다. APCW 기반의 

RGN을 사용하여 Radiomap 생성하는 실험을 진행하였다. 최적의 APCW의 크기

는 ×일 때 RGN의 Radiomap 생성 정확도가 4.01dBm이다. 이는 

Predicted Radiomap과 Real Radiomap의 RMSE를 나타낸다. APCW의 크기가 보

다 작으면 RGN의 Radiomap 생성 정확도가 낮아진다. 반대로 APCW의 크기가 

보다 클 때는 RGN의 Radiomap 생성 정확도 차이는 크지 않지만 RGN을 학습

하기 위한 시간이 크게 증가한다. 또한 APCW를 사용하여 학습된 RGN이 

Radiomap을 생성할 때 전파세기를 감소시키는 장애물이 AP에서 멀어질수록 

RSSI를 예측하는데 적게 사용하는 것을 확인하였다. 이는 AP에서 방사된 전파

세기가 거리에 따라 감쇄하고 주변 장애물에 의해 크게 감쇄하는 특성을 학습

한 것으로 판단된다. 또한 RGN이 학습하는 구조패턴을 증가시키는 실험을 통

해 실내 구조에 대한 패턴을 학습하고 이를 이용하여  Radiomap을 생성할 수 있

음을 확인하였다. 하지만 구조패턴의 양이 많아지면 RGN의 Radiomap 생성 정

확도가 감소하는 한계가 있다 향후 . 연구를 통해 이러한 문제를 해결하고 수준 

높은 데이터베이스가 구축된다면 실내 위치인식에서 가장 많이 사용되는 

Fingerprint의 Radiomap을 구축하는 비용을 크게 줄일 수 있다.
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